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RESUMEN 

Métodos de reconocimiento de objetos se aplicaron para la clasificación taxonómica mediante 

extracción de información característica de imágenes de alas de insectos. Se compara las alas de dos 

grupos de insectos (Hemiptera: Triatominae y Ceratopogonidae: Culicoides) a partir del análisis de 

las imágenes de distintos niveles taxonómicos (género, subgénero y especie). Contrario a la 

morfometría geométrica, la cual requiere la digitalización previa de coordenadas que expliquen la 

geometría del ala, el procesamiento completo de la imagen con ruido, mediante métodos lineales, 

muestra que aquellos basados en entrenamiento supervisado logran, en promedio, el mismo resultado 

que el método tradicional. Esto sugiere que toda la estructura del ala posee información taxonómica 

relevante. 

Palabras clave: taxonomía, descomposición espectral, reconocimiento, morfometría, PCA, LDA, LPP, 

SRDA. 

 

 

ABSTRACT 

Object recognition methods are applied for taxonomic classification by extracting characteristic 

information of insect wing images. We analysed wing images of two insect groups (Hemiptera: 

Triatominae and Ceratopogonidae: Culicoides) and different taxonomic levels (genus, subgenus and 

species). Instead of using a traditional method such as geometric morphometry, which requires the 

prior digitization of coordinates that explain the wing geometry, we processed the complete noisy 

images using lineal methods. Our results show that methods based on supervised training achieve, on 

average, the same outcome as the traditional method, which indeed suggests that the entire wing 

structure has relevant taxonomic information. 

Keywords: taxonomy, spectral decomposition, recognition, morphometrics, PCA, LDA, LPP, SRDA. 

 

 

1. INTRODUCCIÓN 

 

El reconocimiento facial humano (RFH) ha evolucionado rápidamente desde enfoques geométricos 

hasta la inclusión de resultados de análisis funcional, geometría diferencial y procesamiento de señales 
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(Belhumeur, Hespanha, & Kriegman, 1997; Bledsoe, 1966; Bruce, 1988; Cai, He, & Han, 2007;  Cai, 

He, & Han, 2008; Chellappa, Wilson, & Sirohey, 1995; He & Niyogi, 2004; He, Yan, Hu, Niyogi, & 

Zhang, 2005; Mohamed et al., 2015; Singh & Sahan, 2013; Tan & Yan, 1999; Turk & Pentland, 

1991a; Turk & Pentland, 1991b; Yan et al., 2007 & 2005; Zhao et al., 2003). Siendo el rostro humano 

un distintivo característico de nuestra especie, no lo es, sin embargo, en otras. Por ejemplo, se ha 

observado que en ciertas especies de insectos, tales como los Triatominos, su distintivo fenotípico son 

las alas y además la taxonomía se construye en base a ellas (Soto-Vivas, 2009). De ahí que, la 

aplicación de estos métodos fuera del campo de reconocimiento humano está iniciando (Favret & 

Sieracki, 2015; Martineau et al., 2017). Con base en estos resultados, particularmente en biología, la 

técnica tradicional usada para reconocer o clasificar estas especies es conocida como morfometría 

geométrica, uno de los primeros enfoques ya usado en RFH. Esta técnica presenta sensibilidad a la 

manipulación por el investigador (Zelditch, Swiderski, & Sheets, 2012). Aunque los métodos de 

transformaciones lineales de RFH presenten problemas en cuanto a las características y calidad de las 

imágenes (Belhumeuret al., 1997), han logrado mostrar buenos resultados bajo cierto 

preprocesamiento de ellas, ser buenos candidatos de uso por su sencillez y ser completamente 

automatizables (Turk & Pentland, 1991a, 1991b). 

En esta investigación aplicamos cuatro métodos de extracción de características globales (GFE, 

por sus siglas en inglés) (Bruce, 1988), basados en  reducción dimensional (DR, por sus siglas en 

inglés) (Roweis & Saul, 2000; Yan et al., 2007, 2005) y descomposición espectral (SD, por sus siglas 

en inglés)  (Cai et al., 2007, 2008; Chung, 1997), en bases de datos de imágenes pertenecientes a dos 

especies de insectos, Hemiptera: Triatominae y Ceratopogonidae: Culicoides, con el fin de evaluar su 

rendimiento a través de la precisión de acierto en la identificación y clasificación de individuos en dos 

niveles de su taxonomía 

 

 

2. MATERIALES Y MÉTODOS 

 

2.1. Datos 

Las fotografías se obtuvieron de ejemplares depositados en siete colecciones entomológicas. Se 

dispone de imágenes de alas para las dos especies y de cabezas solamente para la primera (Fig. 1). 

  

 

(a) 

 

 

(b) 

Figura 1. Ejemplares de las fotografías de alas. (a) Triatominos. (b) Culicoides. 

 

Como se encuentra resumido en la Tabla 1, cuatro clases de bases de datos de fotografías en escala de 

grises 8 bits fueron utilizadas para los Triatominos (T*), siendo tres de ellas de alas y una de cabezas. 

Una base de datos de alas fue utilizada para los Culicoides (C*). 

Cada fotografía fue representada por una matriz 𝐹𝑖 ∈ Γ
𝑤×ℎ en donde 𝑤, ℎ son el ancho 

(horizontal) y el largo (vertical) de la fotografía, respectivamente, y Γ = {0, … ,255}. Γ representa los 

valores posibles para fotografías en escala de grises de 8 bits. Luego, cada matriz es vectorizada, es 

decir, 𝒙𝑖 = 𝑣𝑒𝑐(𝐹𝑖). 
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Tabla 1. Base de datos y sus características. 

Base de 

datos 

Sección 

Corporal 

Cantidad de 

fotografías 

Cantidad de 

especies 

Tamaño 

(pixels) 

T3 Alas 8 3 512x384 

T3C T3 con centrado manual  

T6 Alas 15 4 1024x512 

T7 Cabeza 16.75 (prom.) 4 513x1024 

C5 Alas 12.33 (prom) 3 980x512 

 

2.2. General Graph Embedding Projection 

Dadas 𝑚 ∈ ℕ muestras {𝒙𝑖}𝑖=1
𝑚 ∈ ℝ𝑛 representando los datos, encontrar {𝒛𝑖}𝑖=1

𝑚 ∈ ℝ𝑑 con 𝑑 ≪ 𝑛 en 

donde 𝒛𝑖 puede representar 𝒙𝑖, 𝑖 = 1,…𝑚. Este problema se llama Reducción dimensional. 

Sea 𝑾 ∈ ℝ𝑑𝑥𝑛 un mapa lineal tal que 𝒛𝑖 = 𝑾𝒙𝑖 y 𝑿 = [𝒙𝒊]𝑖=1
𝒎 . 

El método más familiar es el Análisis de Componentes Principales (PCA, por sus siglas en inglés) 

(Bruce, 1988): 𝑚𝑎𝑥𝒘  
𝒘𝑇𝑿𝑿𝑇𝒘

𝒘𝑇𝒘
. Sin embargo, este método está relacionado a una clase de problemas de 

optimización más amplio, conocido como General Graph embedding Projection (He & Niyogi, 2004; 

He et al., 2005): sea 𝒚 = [𝑦𝑖]𝑖=1
𝑚  un mapa del espacio de muestras hacia la linea real ℝ. Dado un grafo 

completo 𝐾 = ({𝒙𝑖}𝑖=1
𝑚 , 𝑺) en donde 𝑺 ∈ ℝ𝑚𝑥𝑚 es una matriz simétrica, en donde 𝑺𝑖𝑗  es el peso del 

arco (𝒙𝑖 , 𝒙𝑗), encontrar 𝒚 tal que 

𝑚𝑖𝑛 ∑𝑺𝑖𝑗(𝑦𝑖  – 𝑦𝑗)
2. 

Si 𝒚 = 𝑿𝑇𝒘, tenemos que 𝑚𝑎𝑥𝒘  
𝒘𝑇𝑿𝑺𝑿𝑇𝒘

𝒘𝑇𝑫𝒘
 en donde 𝑳 = 𝑫− 𝑺 es el grafo laplaciano y 𝑫 =

𝑓(𝑺) es una matriz diagonal. Los vectores 𝒘 representanta las características, extraidas gracias al 

problema de optimización anterior. 

De aquí se pueden construir los siguientes métodos bien conocidos (Belhumeur et al., 1997; He & 

Niyogi, 2004; He et al., 2005; Yan et al., 2007, 2005): 

 ULPP (He & Niyogi, 2004; He et al., 2005), si 𝑺𝑖𝑗 = {
exp (−

‖𝒙𝑖−𝒙𝑗‖

𝑡
) si 𝒙𝑖 ∈ 𝑁𝑘(𝒙𝑗)

0 si no

, 𝑫𝑖𝑖 =

∑ 𝑺𝑖𝑗𝑗  

 SLPP (He & Niyogi, 2004; He et al., 2005), si 𝑺𝑖𝑗 =

{exp (−
‖𝒙𝑖−𝒙𝑗‖

𝑡
) si 𝒙𝑖 y 𝒙𝑗 son de la misma clase

0 si no

, 𝑫𝑖𝑖 = ∑ 𝑺𝑖𝑗𝑗  

 LDA (Cai et al., 2008), si 𝑺𝑖𝑗 = {
1

𝑚𝑘
si 𝒙𝑖 y 𝒙𝑗 son de la misma clase

0 si no
, 𝑫 = 𝑰 

FDA (Belhumeur et al., 1997), siendo una variación de LDA en la fase PCA, con el número de 

componentes principales restringido al número de muestras menos el número de clases. 

SRDA (Cai et al., 2007, 2008), si 𝑺𝑖𝑗  es definido como en LDA y 𝑳 como la suma de los grafos 

laplacianos de ULPP y LDA. 

Siendo PCA y ULPP métodos no-supervisados, LDA, FDA y SLPP métodos supervisados y 

SRDA un método semi-supervisado. En esta investigación SRDA no es aplicado. 

Los métodos fueron programados en Octave v4.2 y ejecutados en un computador con C.P.U. Intel 

Xeon E5620, R.A.M. de 92 GB y S.O. Linux Rocks v6.1. 

 

2.3. Preprocesamiento, parámetros, experimentos y medidas 

Las fotografías fueron preprocesadas mediante la combinación de centrado y normalizado para todos 

los métodos. A excepción de los métodos LPP, los métodos no llevan parámetros, sin embargo, la 

variación se da en los datos de entrada (entrenamiento y test) mediante preprocesamiento. Los valores 
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de parámetros para los métodos LPP fueron 𝑘, 𝑡 ∈ ℕ, 𝑘, 𝑡 ∈ {1, … ,5}. Seis escenarios por base de datos 

fueron evaluados (Tabla 2). Para los métodos LPP solamente se evaluaron los escenarios V1, V3, V4 y 

V6. 

Como medida de rendimiento usamos la relación entre el número de aciertos y el número total de 

imágenes en el conjunto de prueba, es decir, la precisión de identificación.  

Todos los métodos fueron aplicados a todas las bases de datos, salvo los métodos LPP en T3 y 

T7. Los sufijos en las bases de datos, 60 o 70, se refiere al porcentaje de fotografías usadas en el 

entrenamiento. 

Se realizaron 100 experimentos de reconocimiento y clasificación por cada método, base de datos 

y escenario, con 100 realizaciones cada uno. Para cada realización, las fotografías de entrenamiento se 

seleccionaron aleatoriamente, de acuerdo con el porcentaje requerido. El resto de las fotografías 

conformaban el conjunto de prueba. 

 

Tabla 2. Escenarios debido al preprocesamiento de las fotografías. 

Escenarios Preprocesamiento Método de 

clasificación* 

V1 Centrado y Normalizado NCC 

V2 Normalizado NCC 

V3 Original NCC 

V4 Centrado y Normalizado kNN 

V5 Normalizado kNN 

V6 Original kNN 

* Descritos más adelante. 

 

2.4. Clasificación 

Para la identificación y clasificación se usaron dos métodos de clustering, a saber, k-Vecinos más 

cercanos (kNN, por sus siglas en inglés) (Coomans & Massart, 1982) y Centro de clase más cercano 

(NCC, por sus siglas en inglés) (MacQueen, 1967) debido a la definición de 𝑺 en los métodos. Se 

seleccionó para kNN, 5 vecinos más cercanos debido a que es el número mínimo de fotografías, con 

respecto a todas las bases de datos, en el conjunto de entrenamiento. 

 

 

3. RESULTADOS Y DISCUSIÓN 

 

Los resultados obtenidos con respecto a la métrica son sumarizados en las Tablas 3 y 4. La Tabla 3 

muestra los dos métodos con el mejor rendimiento sobre todo los otros por cada base de datos. La 

Tabla 4 el peor método por cada base de datos. Por una parte, los métodos que mejor responden a la 

identificación son los LDA y, por otra parte, el que peor se comporta es PCA. La diferencia radica en 

que en LDA (y FDA), al ser supervisado, se incluye la información taxonómica en la base de datos de 

entrenamiento. Esto sugiere que, aunque el ala contenga información relevante para la taxonomía, es 

complejo extraerla por los métodos no supervisados. 

Se evaluó dos veces la base de datos C5 debido a la diferencia de elección de la cantidad de 

fotografías en los datos de entrenamiento. Como se ve en la Tabla 3, existe una pequeña diferencia 

entre los mejores resultados de la identificación mientras que no existe ninguna diferencia entre los 

peores. 
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Tabla 3. Mejor rendimiento (precisión de identificación) con respecto a cada base de datos. 

Base de 

datos 

Método Escenario Rendimiento 

C5_60 FDA V4 84.0% 

C5_60 LDA V1 82.6% 

C5_60 LDA V4 82.6% 

C5_70 FDA V4 84.6% 

C5_70 FDA V5 84.2% 

T3_70 PCA V4 81.9% 

T3_70 PCA V6 78.1% 

T3c_70 FDA V6 99.7% 

T3c_70 LDA V3 99.7% 

T3c_70 LDA V6 99.7% 

T6_70 LDA V1 80.3% 

T6_70 LDA V4 80.3% 

T7_70 LDA V1 84.2% 

T7_70 LDA V4 84.2% 

 

Tabla 4. Peor rendimiento (precisión de identificación) con respecto a cada base de datos. 

Base de 

datos 

Método Escenario Rendimiento 

C5_60 PCA V6 65.3% 

C5_70 PCA V6 65.3% 

T3_70 PCA V2 48.9% 

T3c_70 PCA V2 82.4% 

T6_70 ULPP V2 47.8% 

T7_70 PCA V1 73.9% 

 

Por otra parte, la diferencia entre la resolución de las fotografías (tamaño en pixels) se puede 

apreciar en los rendimientos de las bases de datos T3 y T6. Si bien se aumentó una especie a esta 

última y además se duplicó, aproximadamente, la cantidad de fotografías por especie, estos 

crecimientos no tuvieron un impacto positivo en la precisión de identificación. 

Particularmente, la base de datos T3c_70, que es la base de datos T3_70 corregida en rotación y 

traslación, muestra prácticamente un acierto completo. Esto se debe a que la información común intra 

especie y no común inter especie es extraída correctamente por, al menos, LDA. 

La comparación entre partes corporales se da entre las bases de datos T3 o T6 (alas) y T7 

(cabezas). La base de datos en la cual se mejora la precisión de los modelos es T7. Aunque la 

diferencia no es muy significativa en la Tabla 3, lo es en la Tabla 4. En otras palabras, los métodos 

evaluados se comportan mejor con cabezas que con alas, con respecto a la identificación de especies. 

Es por esto que la taxonomía de estas especies incluye a las cabezas como soporte de su construcción 

(Soto-Vivas, 2009). Como se puede ver en la sección 2.2, esta familia de métodos usa estadísticos 

(ponderados) de segundo orden para extraer las características. Entonces, es posible que métodos 

como Análisis de Componentes Independientes (ICA, por sus siglas en inglés) (Bartlett, 2001), al ser 

capaces de usar información estadística de orden superior, logren extraer información de las alas que 

no poseen una quasi simetría en su estructura, como es el caso de las cabezas o rostros. 

Finalmente, la Figura 2 muestra el rendimiento de los métodos con respecto a los escenarios. En 

general, los métodos supervisados alcanzan mejor rendimiento que aquellos no supervisados. La base 

de datos que presenta más dispersión en los resultados de identificación es T3 y T6, relativo a T7. En 

T3c se puede ver como los métodos no supervisados, aunque todos obtengan mejores resultados que 

en T3, no logran extraer la información característica de manera eficiente como los supervisados. 
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Nuevamente, la variación de la cantidad fotografías en la base de entrenamiento no exhibe una 

diferencia significativa en el rendimiento de los métodos (base de datos C5). 

 

Figura 2. Rendimiento de los métodos. 

 

 

4. CONCLUSIONES 

 

Los resultados presentan similitud estadística con la literatura de RFH y de identificación de especies, 

incluso, dada la alta cantidad de ruido en las imágenes. La comparación de la cantidad de información 

común para la extracción entre las alas (T3 o T6) y cabezas (T7) muestra que, de las últimas, al menos 

se puede extraer un poco más de información característica para la discriminación taxonómica. La 

cuantificación de esta diferencia se podría estudiar introduciendo teoría de la información, como por 

ejemplo Linsker (1988), en donde se muestra como el principio de Preservación Máxima de 

Información está presente en PCA. 

Si bien los resultados se aplican a bases de datos relativamente pequeñas (Favret & Sieracki, 

2016), muestran que métodos más sofisticados de RFH pueden ser escalados en cantidad de imágenes 

y complejidad de la taxonomía. No obstante, esto no sugiere que la construcción automática de la 

taxonomía, como un sistema de referencia general, pueda ser puesta en marcha (de Carvalho, 

Bockmann, Amorim, & Brandão, 2008). Es necesario recalcar que los métodos usados en esta 

investigación proveen mejor precisión de identificación bajo entrenamiento supervisado, es decir, es 

necesario que la taxonomía haya sido creada a priori y provista como entrada de la máquina; bajo 

entrenamiento no supervisado o supervisado, la entrada principal de las máquinas es una proyección 

bidimensional de tan solo una parte del insecto, que es usada para construir tal sistema de referencia; y 

que el output no permite proveer una descripción científica completa del individuo. Sin embargo, 

mediante la modificación del algoritmo, el output podría sugerir, como mucho, la existencia de nuevas 

especies. 
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